
 
PROGRAMA DE CURSO 

Código Nombre 

MA5705 Optimización para el análisis de datos  

Nombre en Inglés 

Optimization for data science 

SCT Horas de Cátedra 
Horas Docencia 

Auxiliar 
Horas de Trabajo Personal 

6 4 0 6 

Requisitos Carácter del Curso 

MA3711 / MA3701 / AUTOR Electivo de carrera, magister y 
doctorado 

Resultados de Aprendizaje 

Este curso es de carácter introductorio, presentando lo esencial sobre optimización convexa 
y métodos numéricos con el objetivo de entender, aplicar y adaptar las principales técnicas 
de aprendizaje estadístico. Asimismo, se estudiará como las técnicas de aprendizaje han 
permitido mejorar herramientas en optimización y en investigación de operaciones. 
 
El enfoque teórico del curso es basado principalmente en optimización convexa, mientras 
que el aspecto práctico considera programación en Python.  
 
Al final del curso, el alumno conocerá el estado del arte en cuanto a los métodos de 
optimización utilizados para entrenar algoritmos de aprendizaje de máquinas, y será capaz 
de aplicar estos conocimientos al utilizar algoritmos presentes en librerías como también 
entender o proponer nuevos métodos. 
 

 

Metodología Docente Evaluación General 

 
2 clases semanales dictadas por el profesor. 
 
Se entregarán tareas que permitan conectar 
la teoría con la práctica. 
 
 
 
 

La evaluación será en aspectos tanto teóricos 
como prácticos durante el desarrollo del 
curso e incluirá: 
 

 Presentaciones:  

 Asistencia y participación en 
presentaciones de otros alumnos 

 Participación en discusión de las 
técnicas y discusiones grupales en 
base a material de grupo de lectura 

 Tareas computacionales 
 

 



 
Unidades Temáticas  

Número  Nombre de la Unidad Duración en Semanas 

1 Nociones básicas del análisis convexo y dualidad 3 

Contenidos Resultados de Aprendizajes de la Unidad 
Referencias a la 

Bibliografía 

 
- Funciones convexas; sus 
principales propiedades 
- El Subdiferencial de una función 
convexa 
- Conjugada de Fenchel 
- Dualidad de Fenchel-Rockafellar 
- Dualidad Lagrangeana 
- Operadores proximales 
- Ejemplos en regresión, 
clasificación y análisis de datos 
en general  
 

 Se introducen las nociones básicas 
del análisis convexo en dimensión 
finita como funciones y conjuntos 
convexos, conjuntos de recesión, 
subdiferenciales, etc. 

 El alumno sabrá calcular tanto el  dual 
convexo como el de perturbaciones 
(Fenchel-Rockafellar) de un 
problema convexo. 

 El alumno sabrá aplicar estos 
conocimientos a ejemplos concretos 
que se usan en análisis de datos. 

 
1, 2, 3 y 7 

Número  Nombre de la Unidad Duración en Semanas 

2 Algoritmos de optimización de primer orden 4 

Contenidos Resultados de Aprendizajes de la Unidad 
Referencias a la 

Bibliografía 

 Riesgo empírico y riesgo 
esperado 

 Algoritmos de descenso 

 El método del gradiente y su 
complejidad 

 Métodos acelerados y de 
quasi-Newton 

 Algoritmos para modelos 
regularizados no-
diferenciables 

o Algoritmo Proximal 
o ISTA y variantes 

 Se revisan contenidos de métodos de 
primer orden con énfasis en puntos 
relevantes para las aplicaciones, como 
tasas de convergencia, 
condicionamiento y búsqueda lineal  

 Se introducen variantes recientes de los 
métodos de primer orden básicos  

 El alumno entiende la importancia de la 
regularización de problemas de 
aprendizaje y conoce los algoritmos 
especializados para este tipo de 
problemas 

 
7, 8, 11, 12, 15 

 

Número  Nombre de la Unidad Duración en Semanas 

3 Algoritmos estocásticos:  SGD y variantes  3 

Contenidos Resultados de Aprendizajes de la Unidad 
Referencias a la 

Bibliografía 

Se estudian variantes estocásticas 
del método del gradiente, entre las 
cuales: 

 Coordinate descent 

 Stochastic Gradient Descent 

 Mini-batch Gradient Descent 

 Adagrad 

 El alumno comprende cuales son las 
motivaciones y los beneficios de introducir 
estocasticidad en los problemas de 
optimización en aprendizaje 

 El alumno conoce las distintas variantes de 
los métodos estocásticos, su deducción y 
los problemas que busca solucionar 

9, 16,18, 19 



 
Así como algunas técnicas para 
mejorar su desempeño en 
problemas de Machine Learning 
 
 

 El alumno comprende y sabe identificar el 
comportamiento característico de cada uno 
de ellos, y sus principales propiedades 
teóricas  

 

Número  Nombre de la Unidad Duración en Semanas 

4 Métodos de Optimización en Deep Learning  3 

Contenidos Resultados de Aprendizajes de la Unidad 
Referencias  

a la Bibliografía  

Se estudian los aspectos específicos al 
problema de minimización que 
interviene en el entrenamiento de 
redes neuronales. Los siguientes 
conceptos son vistos en detalle 

 El método de 
‘Backpropagation’ 

 El problema de los ‘vanishing 
gradients’ y algunos remedios  

 Learning rates: su importancia 
y estrategias de ajuste    

 Mínimos locales y globales en 
redes neuronales 

 
 

 Se repasa brevemente la formulación 
matemática de una red neuronal   

 Se formula el método de 
backpropagation como un algoritmo de 
descenso 

 En base a sus conocimientos de 
algoritmos de descenso tanto 
deterministas como estocásticos, el 
alumno es capaz de entender en 
profundidad el método de 
backpropagation, así como el origen de 
sus dificultades más frecuentes 

 Al final de la unidad, el alumno está en 
condiciones de continuar 
autónomamente su exploración del 
estado del arte en el área, incluyendo las 
innovaciones más recientes 

12,18 

 

Número  Nombre de la Unidad Duración en Semanas 

5 Optimización paralela y distribuida 2 

Contenidos Resultados de Aprendizajes de la Unidad 
Referencias a la 

Bibliografía 

 Se estudian variantes 
paralelas y distribuidas de 
algoritmos presentados en 
unidades anteriores 

 Se estudian en mayor detalle 
los algoritmos más utilizados 
en ambientes paralelos y 
distribuidos, como los 
algoritmos ADMM y SDCA  

 El alumno domina conceptos básicos 
de optimización paralela y 
distribuida, como sincronismo y 
asincronismo 

 El alumno conoce las variantes 
paralelas de los algoritmos más 
utilizados en  ML, y es capaz de 
deducir paralelizaciones efectivas de 
algoritmos similares  

 
5, 6, 14 
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